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概 要

本稿は、企業のインフレ予想がどのように形成されるのかを探るため、大規模デー
タを用いて、企業のインフレ予想形成行動を「機械」に学習させることを試みる。学
習に用いるデータは、宇野 ·永沼 ·原 [1]と同じ「短観」の個票データである。「機械」
による主たる学習の結果は、次の四点である。第一に、「物価全般」予想は、各企業に
共通したマクロ変数と密接に関係している。第二に、「物価全般」「自社の販売価格」
いずれでみても、GDPギャップに関連するような実物変数が予想形成に果たす役割の
重要度は低い。第三に、「物価全般」と「自社の販売価格」とでは、予想形成メカニ
ズムが異なっている。第四に、長期のインフレ予想は、各企業に固有のミクロ変数の
影響を受けにくい。
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1 はじめに

企業は、どのようにインフレ予想を形成するだろうか。この問いに対する、もっとも素

直なアプローチは、経済理論にもとづいて企業の予想形成行動をモデル化し、実際のデー

タを用いてそのモデルのもっともらしさを検証することであると考えられる。実際、イン

フレ予想形成に関しては、これまで、多くの理論モデルが提示され、そうしたモデルを実

際のデータで検証することも多くなされてきた。たとえば、Coibion et al. [12]とKumar

et al. [16]は、ニュージーランド企業を対象にインフレ予想に関する大規模なサーベイを

行い、その個票データを用いて、Mankiw and Reis [18]らの粘着情報モデルや Sims [23]

らのノイズ情報モデルにもとづいた実証分析を行っている。また最近では、宇野 ·永沼 ·

原 [1]が、シンプルな粘着情報モデルにもとづいて、企業のインフレ予想形成の特徴点や

金融政策に対する含意について議論している。

本稿は、こうしたこれまでの取り組みとはまったく異なる方向から、企業のインフレ予

想形成メカニズムにアプローチする。本稿は、企業のインフレ予想に関する大規模なデー

タを用いて、企業の予想形成行動を「機械」に学習させることを試みる。すなわち、これ

までの多くの先行研究のように、最初に企業の予想形成行動をモデル化するのではなく、

先験的な制約をできる限り設けずに、「機械」が学習した結果を通じて、企業のインフレ

予想形成行動を理解することを狙う。学習に用いるデータは、宇野 ·永沼 ·原 [1]と同じ、

日本銀行調査統計局が四半期ごとに作成 ·公表する「全国企業短期経済観測調査 (以下、短

観)」の個票データである。Varian [26]が指摘するように、機械学習の手法を経済学の実

証研究に応用しようとする取り組みは、近年、徐々に活発になってきている。もっとも、

インフレ予想に関しては、大規模データが限られてきたこともあって、そうした手法を援

用した研究は、筆者らの知る限り、Inamura et al. [14]に限られている。

本稿では、機械学習の分野で広く知られたふたつの手法を用いる。ひとつは、ランダ

ム ·フォレストと呼ばれる手法で、機械学習の分野では予測のパフォーマンスがきわめて

高いことで知られている。ランダム ·フォレストは、特定の関数形を仮定しないため、経

済学の実証分析で多用されるパネルデータを用いた回帰分析やベクトル自己回帰モデルな

どと比べて、先験的に課す制約が圧倒的に少ない。たとえば、通常の回帰分析では、特定

の関数形を仮定するため、説明変数の数が多くなるとパラメータの数が多くなり、ともす

ると適切な推定が困難になるが、ランダム ·フォレストはノンパラメトリックな手法であ

るため、そうした「次元の呪い」と呼ばれる問題に悩まされることなく、きわめて多くの

変数を説明変数として利用することができる。

もうひとつは、ベイジアン・ネットワークと呼ばれる手法である。経済学では、グレ
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ンジャー因果性テストやDID推定 (difference in differences)などの手法を用いて変数間の

因果構造を明らかにしようとすることが多い。これらの手法は、時系列方向に十分に長い

期間のデータが必要であったり、データが一定の前提条件を満たすことを要求する。もっ

とも、多くの場合、そうした理想的な環境は整っていない。ベイジアン ·ネットワークは、

時間に関する情報を用いることなく、また、変数間に強い仮定を設けることもなく、変数

間の相関構造から因果構造を推定することができる。

本稿の貢献は、機械学習の手法を用いて企業のインフレ予想形成メカニズムにアプロー

チしたことにより、特定の理論モデルに依拠しない、その意味において頑健な事実を発見

したことである。「機械」が発見した重要な事実は、次の四点である。第一に、「物価全般」

予想は、各企業に共通した何らかのマクロ変数と密接に関係している。中央銀行にとって、

この発見は、金融政策がこのマクロ変数に働きかけられるのであれば、金融政策が「物価

全般」予想にも働きかけられる可能性があることを示唆している。

第二に、「物価全般」「自社の販売価格」いずれの予想でみても、GDPギャップに関連す

るような実物変数の重要度は低い。この点は、マクロのフィリップス曲線において、GDP

ギャップにかかる係数が小さいことと整合的である。また、本稿のデータでは検証が困難

ながら、近年のフィリップス曲線のフラット化を示唆している可能性もある。

第三に、「物価全般」と「自社の販売価格」とでは、予想形成メカニズムが異なってい

る。たとえば、マクロ変数は、「物価全般」予想の形成において、より重要度が高い。同

様に、企業規模も「物価全般」予想の形成において、より重要な役割を果たしているとみ

られる。このように、本稿は、「物価全般」と「自社の販売価格」の予想形成メカニズム

の違いを示唆するようないくつかの証拠を提示する。中央銀行がインフレーション ·ター

ゲッティング政策を採用する際、多くの場合、そのターゲットは、「物価全般」である。こ

れを踏まえると、「物価全般」と「自社の販売価格」の予想形成メカニズムの違いは、少

なくとも中央銀行にとっては重要な意味がある。

第四に、長期のインフレ予想は、各企業に固有のミクロ変数の影響を受けにくい。宇

野 ·永沼 ·原 [1]は、長期のインフレ予想の改定頻度が短期より頻繁であることを報告して

いるが、ここでの発見とあわせて考えると、長期のインフレ予想のより頻繁な改定は、各

企業に共通した何らかのマクロ変数によって引き起こされていた可能性が高い。

本稿の構成は、以下のとおりである。2節では、関連する先行研究を整理し、本稿の立

ち位置を明確にする。3節では、本稿で用いるデータについて、分析上の留意点を確認す

る。4節において、本稿で用いる機械学習の手法について確認したあと、続く 5節で、学

習の結果を報告する。最後の 6節は結論である。
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2 関連研究

本稿は、宇野 ·永沼 ·原 [1]と相互に補完的な関係にある。ここでは、本稿と宇野 ·永

沼 ·原 [1]との関係を確認したあと、手法面で本稿と関連する先行研究を整理する。

2.1 宇野 ·永沼 ·原 [1]との関係

本稿は、宇野 ·永沼 ·原 [1]と共通した問題意識にもとづいている。また、分析に用い

るデータも同じものである。もっとも、分析のアプローチはまったく異なっている。本稿

の狙いは、宇野 ·永沼 ·原 [1]と異なる方向からアプローチすることにより、相互に補完的

な知見を得ることにある。

宇野 ·永沼 ·原 [1]は、企業のインフレ予想の水準と予想改定パターンに関するいくつ

かの重要な事実を発見している。第一に、企業のインフレ予想には下方硬直性があること、

第二に、企業のインフレ予想は、業種間より企業規模間での差異が大きいこと、第三に、

企業のインフレ予想の期間構造をみると、3年後以降はほぼ不変であること、第四に、企

業規模や業種を問わず、年限が長くなるほど、インフレ予想の改定頻度が高くなることを

指摘している。また、宇野 ·永沼 ·原 [1]は、企業のインフレ予想の形成には、Mankiw and

Reis [18]のシンプルな粘着情報モデルと整合的な面があることも同時に指摘している。特

に、そこで初めて明らかにされた企業のインフレ予想の改定頻度は、先行研究が報告して

きたエコノミストや家計の予想改定頻度に比べてずっと低く (予想が粘着的で)、Mankiw

et al. [19]がカリブレーションにおいて想定していた値にかなり近いものであった。これ

らの発見により、宇野 ·永沼 ·原 [1]は、企業のインフレ予想に働きかけるような金融政策

が、相応に時間がかかるとしても、有効に機能し得るとの含意を得ている。

宇野 ·永沼 ·原 [1]のアプローチは、粘着情報モデルという「フィルター」を通じて企

業のインフレ予想形成を理解しようとするもので、経済学においては、ごく標準的なアプ

ローチであるといえる。そのアプローチのメリットは、合理的な企業行動などの前提を受

け入れさえすれば、企業のインフレ予想形成行動を論理的に矛盾なく説明できることにあ

る。反面、デメリットのひとつとして、定量的な予測力ないし説明力が必ずしも高くない

という点をあげることができる。たとえば、先行きのインフレ予想について、粘着情報モ

デルが十分に精度の高い予測を行ってくれるわけでは必ずしもない。こうした際、インフ

レ予想についての洞察を深めるためのひとつの有用なアプローチは、一旦、理論モデルと

いう「フィルター」を外し、できる限り先験的な仮定を設けず、データに語らせるかたち

で事実を集めてみることだと考えられる。
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こうしたことを踏まえ、本稿は、機械学習によるアプローチを採用する。本稿のよう

なアプローチに対して、伝統的な経済学サイドからは、「ルーカス批判」が寄せられるか

もしれない。すなわち、得られた分析結果は、「機械」が学習した「経験則」にもとづい

ており、学習されたパラメータが構造的なものではないとの指摘である。そうした批判が

あったとしても、企業のインフレ予想に関しては実証的な知見が十分に蓄積されていない

ことから、特定の理論モデルに依拠しないかたちでの事実整理を行うことは、少なくとも

現時点では、意義が大きいと考えられる。このアプローチによって得られた発見のいくつ

かは、宇野 ·永沼 ·原 [1]の発見と整合的なものである。また、別のいくつかは、宇野 ·永

沼 ·原 [1]にはない、本稿に固有の発見で、企業のインフレ予想形成についての新たな見

方を提供するものである。

2.2 手法面で関連する研究

ここでは、機械学習という手法の面で本稿と関連する先行研究を整理しておく。Var-

ian [26]や Einav and Levin [13]が述べるように、機械学習は、近年の大規模データの利

用可能性の高まりとも相まって、経済分析における新たなツールとして期待されている。

岡崎 ·敦賀 [2]は、大規模データや機械学習の手法を用いた、近年のさまざまな分野の研

究を包括的に整理している。岡崎 ·敦賀 [2]によれば、これまでの研究は、(1)速報性の高

さや、各種経済主体の経済活動を細かく補足することができるという大規模データの特徴

を活かして、経済・物価動向の把握を試みる方向性と、(2)経済理論の実証、とりわけ特

定の政策が経済変数に与える効果や構造的な因果関係の実証に用いる方向性、とに分ける

ことができる。本稿は、後者に属している。

後者の領域においては、現時点での研究の蓄積はさほど多くない。Bajari et al. [5]は、

ポテトチップスの需要量について、線形回帰やロジットモデルなど伝統的な計量経済モデ

ルと、機械学習の分野でよく知られた LASSO、サポート ·ベクトル ·マシン、ランダム ·

フォレスト、バギングなどのモデルの予測力を比較し1、ランダム ·フォレストの予測力が

もっとも高いことを報告している。また、金融政策関連では、Hansen et al. [17]が、ト

ピックモデルを用いたテキスト分析にもとづいて中央銀行の情報発信について議論してい

る2。もっとも、インフレ予想に関しては、大規模データが限られてきたこともあって、機

械学習の手法を援用した研究は、筆者らの知る限り、Inamura et al. [14]に限られている。

Inamura et al. [14]は、本稿と同じ短観の個票データを用いて、ベイジアン ·ネットワー

クの学習を行い、「自社の販売価格」予想が販売価格の実績から影響を受けることなどを

1これらの手法についての詳細は、杉山 [3]を参照。
2トピックモデルなどテキスト分析についての詳細は、Bholat et al. [6]を参照。
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指摘している3 。

3 データ

本稿で用いるデータは、宇野 ·永沼 ·原 [1]と同じ短観の個票データである。宇野 ·永

沼 ·原 [1]は、「物価見通し」に関するデータだけを用いたが、本稿は、それに加えて、主

観的な判断に関する質的データも利用する4。ここでは、宇野 ·永沼 ·原 [1]との相違点で

ある主観的な判断項目について、分析上の留意点を確認する。

主観的な判断項目には、(1)自社の業況、(2)自社が属する業界の国内製商品 ·サービ

ス需給、(3)自社が属する業界の海外製商品需給、(4)自社の在庫および (5) 自社が属する

業界の流通在庫水準、(6)自社の生産・営業用設備および (7)雇用人員の過剰感、(8)自社

の資金繰り、(9)金融機関の貸出態度、(10)借入金利水準、(11)CPの発行環境、(12)自社

の販売価格および (13)仕入価格、の計 13項目が存在し、ほとんどすべての項目において、

「最近」と「先行き」のふたつの時点についての回答を求めている。「最近」は調査票記入

時点の判断を求めているため、各企業が実際に直面した事態に対する評価である。他方、

「先行き」は、3か月後の次回調査時点における判断を求めている。

「物価見通し」の項目と混同しがちなのは、自社の販売価格の「先行き」である。こ

の判断項目は、3か月後の自社の販売価格を「上昇」「もちあい」「下落」の三つの選択肢

から回答するものである。「物価見通し」の項目における自社の販売価格は、1年後、3年

後、5年後の販売価格を「+20%程度以上」「+15%程度」など 10個の選択肢から定量的な

水準を回答させるものである。選択肢の種類および数こそ違うものの、先行きの「自社の

販売価格」について回答を求めるという意味では、これらはよく似た情報を備えている。

すなわち、「自社の販売価格」予想には、3か月後、1年後、3年後、5年後という 4種類

のインフレ予想が存在すると考えることができる。

主観的な判断項目はいずれも、三つの選択肢から回答を求めている。他方、「物価見通

し」については、「自社の販売価格」で 9個、「物価全般」で 10個の選択肢が用意されて

いる5。この変数間のカテゴリー数の違いは、変数間の関係を学習する際に、何らかの影

3データを用いた実証研究ではないが、Spiegler [24]は、ベイジアン ·ネットワークを用いて、合理的な予
想形成プロセスを描写している。

4短観には、大きく分けて三種類の情報がある。第一は、業況や需給バランスなどの主観的な判断を三つの
選択肢から選んで回答させる質的データ、第二は、設備投資や売上などの事業計画を実数で回答させる量的
データ、最後の第三は、1年後、3年後、5年後の物価見通しを複数の選択肢の中から回答させる量的データ
である。本稿では、このうち第一と第三のカテゴリーのデータを用いている。なお、個票データへのアクセ
スはごく限られた一部の人間が行った。そのうえで、分析作業は外部との接続が完全に遮断されたスタンド
アロン端末において行っている。

5「自社の販売価格」には「分からない」との選択肢を含めると 10個、「物価全般」には「イメージを持っ
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響を及ぼす可能性がある。もっとも、主観的な判断項目に関する真の企業数分布が先験的

に明らかでない以上、そうしたカテゴリー数の違いがもたらすバイアスの有無について確

たることはいえない。

4 学習手法

「機械」に企業のインフレ予想形成行動を学習させるために、本稿では、次のふたつ

のステップを踏む。第一のステップでは、企業のインフレ予想形成と関係のある変数を機

械的に探索する。ここでは、ランダム ·フォレストと呼ばれる、機械学習の分野でよく知

られたアンサンブル学習の手法を用いる。ランダム ·フォレストは、いくつかの主要な機

械学習の手法と比べて予測のパフォーマンスが高いことが知られている。第二のステップ

では、第一のステップでインフレ予想と関係があるとされた変数について、それらの変数

の間の因果構造を学習させる。このステップでは、ベイジアン ·ネットワークと呼ばれる、

確率的グラフィカルモデルを用いる。この手法も機械学習の分野ではよく知られている。

3節でみたように、本稿で用いる短観の個票データは、時系列方向に 11四半期分しかない

ため、グレンジャー因果性テストのような時系列データから因果構造を明らかにする手法

を適用することはできない。ベイジアン ·ネットワークは、時間に関する情報を用いるこ

となく因果構造の一部を学習することができる。

4.1 ランダム ·フォレスト

ランダム ·フォレストは、Breiman [9]によって提示されたアンサンブル学習の手法で

ある。アンサンブル学習とは、性能の低い学習器を組み合わせて性能の高い学習器を作成

する方法で、ランダム ·フォレストの場合、性能の低い学習器は、回帰木 (regression trees)

と呼ばれる手法である。

回帰木 経済学において用いられる回帰分析の多くは、サンプル全体の予測誤差の集計値

を最小化しようとする。これと対照的に、回帰木は、サンプルをふたつに分割することを

繰りかえしながら、徐々に予測誤差を小さくしていく。今、企業のインフレ予想に関する

予測誤差の分散を σ̂2として、l個の説明変数を xk(k = 1, . . . , l)とする。回帰木は、以下

の目的関数を最小化するような説明変数 xkとサンプルの分割点 skを選ぶ。

σ̂2(nL | xk, sk) + σ̂2(nR | xk, sk)

ていない」との選択肢を含めると 13個の選択肢がある。
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ここで、nLと nRは、ふたつに分割されたサンプルのそれぞれのサンプル数を表して

いる。最初の分割が行われたあと、分割されたふたつのサンプルにおいて、上記の目的関

数を最小化するような説明変数 xkとサンプルの分割点 skを選ぶことを繰りかえしていく。

たとえば、被説明変数が「物価全般」1年後予想で、説明変数が業況判断DIと販売価

格DIのふたつであるとする。回帰木の最初の分割手順は次のとおりである。まず、業況

判断を「良い」と答えた企業とそれ以外に分け、それぞれのグループの「物価全般」1年

後予想の平均値を計算する。次に、それぞれのグループにおける各企業の「物価全般」1

年後予想について、それぞれのグループの平均値からの乖離を計算して、その乖離の二乗

値を集計する。これをすべての変数および選択肢について行う。たとえば、業況を「さほ

ど良くない」と答えた企業とそれ以外に分け、同じ作業を行う。業況判断 DIと販売価格

DIには、それぞれ三つの選択肢があるため、集計誤差は、全部で六通り計算することが

できる。このうち、もっとも集計誤差の小さい説明変数と分割点の組み合わせが最初の分

割点となる。最初の分割が行われたあと、分割されたそれぞれのグループにおいて、引き

続き、業況判断 DIと販売価格 DIのふたつの説明変数を用いて同じ作業が繰りかえされ

る。それぞれグループにおいて、すべての企業の業況判断DIと販売価格DIの回答が同じ

になれば、それ以上の分割ができなくなるため、回帰木の学習が終了する。この手続きか

ら明らかなように、分割を行う際にどの説明変数を候補として用いるかによって、学習の

結果は変わり得る。

やや細かくなるが、上記の例では、説明変数である DIを連続変数でなくカテゴリー

変数として扱っている点に留意が必要である。すなわち、分割に際して、業況についての

「1: 良い、2: さほど良くない、3: 悪い」という選択肢の順序を入れ替えることを認めて

いる。これを連続変数とみなすことは、選択肢の順序を入れ替えないことを意味するため、

分割は二通りとなる。他方、カテゴリー変数とみなせば、三通りの分割があり得る。上記

の例において、業況を「2: さほど良くない」と答えた企業とそれ以外に分けるという作

業は、この変数をカテゴリー変数とみなしていることを意味している。

回帰木は、説明変数の間に相互作用があるような場合には、とりわけ有用な手法であ

る。すなわち、通常の回帰分析では、説明変数が多い場合に説明変数間の相互作用まで考

慮すると推定の自由度が失われてしまうが、回帰木は、こうした問題を回避することがで

きる。この回帰木の強みを生かせば、企業のインフレ予想がどの変数とどのように関係し

ているのか、非線形の関係まで視野に入れながら、より正確に特定することができると考

えられる。もっとも、よく知られているように、回帰木には、バイアスが少ない一方で、

分散が大きいという欠点がある (bias-variance tradeoff)。学習器の分散が大きくなるのは、

データのもつノイズを拾いすぎているためで、機械学習の分野では、過学習 (over-fitting)
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の問題と呼ばれている。

ランダム ·フォレスト Breiman [9]は、アンサンブル学習によって、回帰木の弱みである

過学習を回避できることを示した。具体的には、ひとつのデータをリサンプリングするこ

とによって複数の回帰木を学習させ、以下のように、それらの平均値をとることで分散を

小さくできることを示した。

RF (X) =
1

B

B∑
b

Tb(X)

ここで、X は、説明変数 xk(k = 1, . . . , l)からなるベクトル、RF (X)は、ランダム ·

フォレスト学習器、Tb(X)は、サンプルの分割に用いる説明変数をランダムに選択した回

帰木学習器、 Bはリサンプリング回数である。ランダム ·フォレストは、その呼び名のと

おり、l個の説明変数をすべて使うわけでなく、サンプルの分割のたびに、l個の中からラ

ンダムにいくつかの説明変数を選ぶ6。これによって、リサンプリングによって同じような

学習結果ばかりが得られてしまうことを回避し、高い予測力を得ることに成功している。

変数重要度 (variable importance) 本稿の関心は、ランダム ·フォレストの予測力と

いうより、むしろ、企業のインフレ予想と関係のある説明変数を探索することにある。こ

の点、回帰木やランダム ·フォレストは、通常の回帰分析のようなパラメトリックな手法

ではないため、被説明変数と説明変数の間の関係が統計的に有意かどうかを検定すること

はできない。それでは、どのように企業のインフレ予想と関係のある説明変数を探し出せ

るだろうか。

本稿では、Breiman [9]にならい、変数重要度 (variable importance)と呼ばれる指標

を用いて各説明変数の重要度を評価する。説明変数 xkの変数重要度は、xkの観測値をラ

ンダムに並べ替えた場合に予測誤差がどの程度大きくなるかを計測したものである。例と

して、被説明変数が「物価全般」1年後予想、説明変数が業況判断DI、企業数は企業Aか

ら企業 Eまで 5社の場合を考える。説明変数の観測値が「良い、悪い、悪い、良い、さほ

ど良くない」、被説明変数の観測値が「2%、0%、0%、2%、1%」だったとしよう。このと

き、回帰木は、業況判断DIが「良い」ならば「2%」、「悪い」ならば「0%」、「さほど良

くない」ならば「1%」と学習するため、予測誤差はゼロである7。今、説明変数の観測値
6本稿では、l個の説明変数のプールの中から、

√
l個の説明変数を選んでいる。なお、l個すべての説明変

数を使う場合には、ランダム ·フォレストではなく、バギング (bagging)と呼ぶ (Breiman [8])。
7正確にいえば、ランダム ·フォレストでは、データの一部を学習に使わず、標本外予測を行うためのテス

トデータとして利用する。そのテストデータで予測を行う際の標本外予測の誤差がランダム ·フォレスト本来
の意味での予測誤差である。この例では、説明を簡単にするために、標本内予測の誤差を予測誤差と呼んで
いる。
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をランダムに並べ替え、たとえば、「悪い、さほど良くない、悪い、良い、良い」となっ

たとする。被説明変数の観測値は、引き続き、「2%、0%、0%、2%、1%」である。このと

き、回帰木は、「さほど良くない」ならば「0%」と学習できるが、「良い」と「悪い」につ

いては、プラスの予測誤差が生じる。この説明変数の観測値の並べ替え前後での予測誤差

の変化がここでの変数重要度である。

こうした作業をすべての説明変数について行ったうえで、予測誤差がもっとも大きく

なる変数をもっとも重要度が高いと評価する。逆に、観測値をランダムに並べ替えても予

測誤差がさほど変化しないのであれば、その変数は、予測において重要な役割を担ってい

ないと考える8。

4.2 ベイジアン ·ネットワーク

ランダム ·フォレストは、企業のインフレ予想と関係のある変数を探し出すうえでは強

力な学習器である。もっとも、変数間の因果については何も教えてくれない。たとえば、

インフレ予想と販売価格の間に何らかの関係が認められた場合、どちらが原因でどちらが

結果なのか、ランダム ·フォレストの学習結果から明らかすることはできない。インフレ

予想の変化によって販売価格が変化したのか、あるいは逆に、販売価格の変化によってイ

ンフレ予想が変化したのか、これらは金融政策に対して異なる含意をもつ。したがって、

インフレ予想を巡る変数間の因果構造を明らかにすることはきわめて重要な作業である。

ベイジアン ·ネットワークは、有向非循環グラフ (directed acyclic graph: DAG)を用

いて確率変数の間の同時分布を記述する手法で、変数間の因果構造を描写することができ

る。たとえば、企業のインフレ予想をEとして、Xと Y をそれぞれEに影響を与える外

生的な確率変数であるとする。このとき、三つの確率変数の同時分布は、以下のように書

ける。

Pr(X,Y,E) = Pr(E | X,Y ) Pr(X) Pr(Y )

この同時分布から周辺分布と条件付分布の積への因数分解は、有向非循環グラフを用

いて図 1のように表現できる。ここで、有向非循環グラフに関するいくつかの基本的な用

語を確認しておく。各変数を表す丸をノード、ノードを結ぶ線をエッジと呼ぶ。グラフは、

エッジによって結びつけられたノードの集まりで、ネットワークとも呼ばれる。エッジに

おける矢印の方向を無視してグラフをみたものをスケルトンと呼んでいる。ふたつのノー

8観測値をランダムに並べ替えた結果、予測誤差が小さくなる場合もある。この場合、変数重要度はマイナ
スとなり、当該変数は、予測において有害な影響を及ぼしている可能性が高い。
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ドがエッジによって結ばれている状態を隣接 (adjacent)しているといい、隣接しているふ

たつのノードについて、矢印の発信元を親、発信先を子と呼ぶ。図 1では、X と Y が E

の親であり、EはX と Y の子である。最後に、図 1のように、ある三つのノードについ

て、それぞれに隣接していないふたつの親が共通したひとつの子をもつとき、その構造を

コライダー (collider)と呼んでいる。

PCアルゴリズム 次に、有向非循環グラフで表現される因果構造を実際のデータから学

習するアルゴリズムについて説明する。因果構造の学習には、大別してふたつのアプロー

チが存在する。ひとつは、発見的アプローチで、ベイジアン情報量基準など何らかの統計

量を最大化するような因果構造を探し出すものである9。もうひとつは、制約ベースアプ

ローチと呼ばれる方法で、各ノード間の条件付独立を統計的に検定することを通じて因果

構造を学習するものである。PCアルゴリズムは、制約ベースアプローチにおいてよく用

いられるアルゴリズムで、本稿でもこれを用いて因果構造を学習する。

PCアルゴリズムは、Pearl [21]が示した、有向分離 (d-separation)と呼ばれる概念に

立脚している10。PCアルゴリズムは、大きく分けて、ふたつのステップからなる11。第

一のステップは、有向非循環グラフのスケルトンの学習である。まず、すべてのノードを

ほかのすべてのノードとエッジで結ぶ。次に、あるふたつのノードX と Y を結ぶエッジ

について、隣接する任意のノードからなる集合 Sを条件とした条件付独立X⊥Y | Sの検

定を行う12。条件付独立が検出されれば、X と Y は有向分離されていることを意味する

ため、任意の集合 Sについて検定を行っていき、X⊥Y | Sとなる Sをひとつでも発見で

きれば、その時点でX と Y を結ぶエッジを外す。この手続きの背後にある基本的な考え

方は、もしX と Y の間に直接的な結びつきがあるのであれば、隣接するすべてのノード

を経由する経路を遮断したとしても、X と Y の間に相関がみられるはずだというもので

ある。逆にいえば、ある隣接するノードの集合 Sで条件付けた場合に、X と Y が独立に

なるのであれば、X と Y は集合 Sを経由して結びついており、直接的な結びつきはない

と考える。この手続きをすべてのエッジに対して行うと、スケルトンが学習される。

第二のステップでは、第一のステップで得られたスケルトンを所与として、グラフの

因果構造を学習する。このステップでも、条件付独立の検定によってあるノードが別のあ

るノードから有向分離されているか否かを判定する。これによって因果構造の一部が明ら

かになる。具体的には、グラフの中から、スケルトンがX − E − Y となっている三つの

9たとえば、Chickering [10] の GES アルゴリズム (Greedy Equivalence Search algorithm) などがこれ
にあたる。

10有向分離についての詳細は、Pearl [21, 22]や Bishop [7]を参照。
11PCアルゴリズムについての詳細は、Spirtes et al. [25]を参照。
12集合 S は、空集合も含む。
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ノードを選ぶ。Eで条件付けた場合のXと Y の条件付独立を検定すれば、Xが Y から有

向分離されているかを判定することができる。X が Y から有向分離されていれば、この

三つのノードの間の因果構造は、X → E → Y、X ← E ← Y、X ← E → Y のいずれ

かである。他方、X が Y から有向分離されていない場合、これらは図 1のようなコライ

ダーである。すなわち、X −E−Y となっている三つのノードにおける条件付独立の検定

によってコライダーを探し出すことができる。ただし逆にいえば、コライダーでない場合

には、X → E → Y、X ← E ← Y、X ← E → Y のいずれが真の因果構造なのかを識別

することはできない13。このように、PCアルゴリズムは、真の因果構造の一部しか明ら

かにしない点には留意が必要である。

コミュニティ抽出 最後に、因果構造の学習結果を所与として、そのネットワークに内在

するコミュニティ構造を抽出する。本稿では、Newman and Girvan [20]によって提示さ

れた、Qの最大化によるコミュニティ構造の抽出を行う。Newman and Girvan [20]は、

ネットワークにおけるコミュニティをグループ内が密でグループ間が疎ないくつかのノー

ドの集まりと定義したうえで、あるネットワークからコミュニティ構造を抽出する方法と

して、Qと呼ばれるモジュラリティ指標を最大化するように、各ノードをグループ分けす

ることを提案した。Qは 0と 1の間をとる指標で、次のように定義されている。

Q =
1

2m

∑
i,j

[
Ai,j −

kikj
2m

]
δ(ci, cj)

ここで、Ai,j はネットワークを隣接行列として表現した場合の i行 j列の要素で、ふた

つのノード iと jが隣接していれば 1、そうでなければゼロをとる。mは、ネットワーク

内のすべてのエッジ数、kiはノード iのエッジ数、ciはノード iのコミュニティ、δ(ci, cj)

は、ci = cj で 1をとり、そのほかの場合にはゼロをとる関数である。これらの定義から、

[Ai,j−kikj/2m]δ(ci, cj)は、ふたつのノード iと jが同じコミュニティにあり、かつ隣接し

ている場合にプラスの値をとることがわかる。kikj/2mは、ふたつのノード iと jをラン

ダムに結んだ場合のエッジ数であるため、コミュニティ内のエッジの数がランダムにノー

ドを結んだ場合のエッジの数と同じであれば、Qはゼロをとる。

13この識別不能性は、直観的にいえば、X → E → Y、X ← E ← Y、X ← E → Y という三つのグラフ
の同時分布が同じであることに起因している。
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5 学習結果

本節では、学習の結果を報告する。学習には、オープンソースのソフトウェアである

Rを用いた14。

5.1 ランダム ·フォレストの変数重要度

図 2と図 3は、ランダム ·フォレストによる学習の結果である。回帰木の学習回数は

1,000回とした15。説明変数は、各年限の「物価全般」予想と「自社の販売価格」予想、業

況などすべての主観的な判断項目 (DI)16、資本金別の企業規模のほか、各企業に共通のマ

クロ変数として、GDPギャップ、原油価格、CPIコア (除く生鮮 ·エネルギー)前年比、時

間の四つを採用した17。

パネルデータを用いた通常の回帰分析の場合、各企業に共通した時間ダミーを説明変

数として採用すると、それ以外のマクロ変数を推定に利用することができない。これは、

マクロ変数間での観測値の差が時間ダミーにかかる係数に吸収されるためである。回帰木

は、係数を推定するわけではないため、時間の情報と同時にマクロ変数を扱うことが可能

である。ただし、サンプル期間中の変動が一方向に偏っているようなマクロ変数の場合に

は、時間とよく似た変数重要度になってしまう。

「物価全般」予想 図 2は、「物価全般」予想の形成における変数重要度を示している。

この結果から、次の四点を指摘できる。第一に、いずれの年限でも、ある年限の「物価全

般」予想に対して、もっとも重要な変数は、異なる年限の「物価全般」予想である。この

ことは、企業のインフレ予想に慣性が働いていることを示唆している。ただし、「物価全

般」1年後予想について仔細にみると、「物価全般」3年後予想の重要度がもっとも高い一

方、「物価全般」5年後予想の重要度は著しく低い。宇野 ·永沼 ·原 [1]は、本稿と同じデー

タを用いて、「物価全般」の 3年後予想と 5年後予想を同じ伸び率で回答する先が 70%を

上回っていることを指摘しているが、ここでの結果とあわせて考えると、3年後予想と 5

年後予想を異なる伸び率で回答している 30%弱の企業が、各企業の 1年後予想を説明する

14Rのコードは、補論 A節を参照。
15学習回数を 10倍の 10,000回としても、結果はほとんど変わらない。
16主観的な判断項目のうち、「CPの発行環境」については、資本金 10億円以上の大企業のみに回答を求め

ているため、分析から除外している。
17各企業に共通のマクロ変数とインフレ予想に関する変数は連続変数として扱い、主観的な判断項目およ

び資本金別の企業規模については、カテゴリー変数として扱った。ただし、すべての変数を連続変数とした
場合でも、結果は大きく異ならない。
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うえで、決定的に重要な情報を有していることが示唆される。なお、ある年限の「物価全

般」予想に対して、同じ年限の「自社の販売価格」予想の重要度も高い。

第二に、いずれの年限でも、インフレ予想以外では、CPIコア以外のマクロ変数、す

なわち、時間、原油価格、GDPギャップの重要度が総じて高い。それらの中では、時間と

原油価格の重要度が高く、GDPギャップの重要度はいくらか低い。これは、Coibion and

Gorodnichenko [11]が主張するように、原油価格がインフレ予想と関係していることを示

唆している。ただし、原油価格は、サンプル期間中ほぼ一貫して低下していたため、時間

との識別がやや困難になっている点に留意が必要である。すなわち、本稿のサンプル期間

である 2014年 3月から 2016年 9月までの各企業に共通した要因、たとえば、2014年 4月

の消費税率引上げの影響などを「原油価格」の影響であると誤って捉えている可能性もあ

る。GDPギャップとの関連では、雇用過不足、設備過不足、国内需給といった変数の重要

度もおしなべて低い。これらは、マクロのフィリップス曲線において、GDPギャップにか

かる係数が小さいことと整合的である。また、本稿のデータが 2014年以降であることか

ら定量的な検証は困難だが、近年のフィリップス曲線のフラット化を示唆している可能性

もある。

第三に、いずれの年限でも、インフレ予想とマクロ変数以外では、企業規模の重要度が

高い。インフレ予想に企業規模間で差異があることについては、既に、宇野 ·永沼 ·原 [1]

が指摘している。ただし、ほかのさまざまな変数と比較した場合に、企業規模の重要度が

これほど高い点は特筆に値する。なお、ここでの企業規模は資本金にもとづいた分類であ

るが、雇用者数で企業規模を定義した場合でも結果は変わらない。

「自社の販売価格」予想 図 3は、「自社の販売価格」予想の形成における変数重要度を示

している。この結果から、次の四点を指摘できる。第一に、いずれの年限でも、ある年限

の「自社の販売価格」予想に対して、もっとも重要な変数は、異なる年限の「自社の販売

価格」予想である。また、ある年限の「自社の販売価格」予想に対して、同じ年限の「物

価全般」予想の重要度も高い。これは、「物価全般」予想に関して得られた結果とパラレ

ルである。

第二に、インフレ予想以外の変数に絞ってみると、いずれの年限でみても、マクロ変

数の重要度は、「物価全般」に比べて低めである。「自社の販売価格」予想を回答させるこ

とから、各企業に共通したマクロ変数の重要度が「物価全般」予想に比べて低くなること

は、ある程度自明である。むしろ、「自社の販売価格」予想である割には、マクロ変数が

重要な役割を果たしているともいえる。なお、マクロ変数の中で、時間と原油価格の重要

度が相対的に高く、GDPギャップの重要度がいくらか低いという点は、「物価全般」予想
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と同様である。

第三に、いずれの年限でみても、企業規模の重要度は、「物価全般」に比べて低めであ

る。宇野 ·永沼 ·原 [1]が指摘したように、企業のインフレ予想形成がシンプルな粘着情報

モデルと整合的だとすると、企業規模によって予想形成にかかるコストが異なっている可

能性がある。これを踏まえると、「自社の販売価格」予想の形成において、企業規模の重

要度が「物価全般」より低いという事実は、「自社の販売価格」予想の形成にかかる企業

規模間のコスト差が「物価全般」予想ほど大きくないことを示唆している。

5.2 ベイジアン ·ネットワークの学習結果

5.1節のランダム・フォレストの学習結果をみると、いくつかの主観的な判断項目は、

インフレ予想の形成に明らかに重要な役割を果たしていない。ここでは、変数重要度が低

い九つの変数、「設備過不足 (最近、先行き)」、「貸出態度」、「借入金利 (最近、先行き)」、

「在庫水準」、「海外需給 (最近、先行き)」、「流通在庫水準」をベイジアン ·ネットワーク

の学習から除外する。また、四つのマクロ変数は、各企業にとって明らかに外生的である

ため、これも除外する。なお、PCアルゴリズムにおける条件付独立の検定の有意水準は

5%とした。

図 4は、ベイジアン ·ネットワークの学習結果である18。結果について議論する前に、

ここでの描画のルールを確認しておく。ノードの大きさは、当該ノードに結ばれているエッ

ジ数、色はコミュニティを表している。エッジには直線とカーブしたものの二種類がある。

直線のエッジには矢印が付いており、矢印は因果の向き、その色は親ノードと同じ色にし

ている。また、カーブしたエッジは双方向の因果が存在することを意味しており、両ノー

ドの色を混ぜた色で描いている。レイアウト (ノードの位置)は、ForceAtlasアルゴリズ

ムを用いて決定した19。

表 1は、ネットワークの中からインフレ予想と直接的な結びつきがある変数だけを取り

出したものである。図 4と表 1の結果から、次の五点を指摘できる。第一に、企業のイン

フレ予想は、それだけで独自のコミュニティを形成している。これは、ランダム ·フォレ

ストの変数重要度の結果と整合的で、「物価全般」「自社の販売価格」予想のいずれについ

ても、インフレ予想は相互に強く結びついていることを示唆している。さらに、表 1をみ

ると、原因と結果のいずれについても、実物関連の変数が少ないことを指摘することがで

きる。この点、Inamura et al. [14]も指摘しているように、インフレ予想を含む価格関連

18調査回ごとに学習を行うと、いくつかの変数を除くだけで結果が大きく変わるなど安定した結果が得ら
れなかったため、学習は、すべての調査回をプールしたサンプルで行っている。

19ForceAtlasアルゴリズムについては、Jacomy et al. [15]を参照。
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の変数と実物関連の変数の結びつきが弱いことが示唆される。この点も、ランダム・フォ

レストの変数重要度において、GDPギャップに関連した変数の重要度が低かったことと整

合的である。

第二に、1年後という短期のインフレ予想は、主観的な判断項目と多くの結びつきを

もっている一方、3年後や 5年後といった中長期のインフレ予想は、そうした結びつきが

相対的に少ない。これは、「物価全般」「自社の販売価格」いずれにも当てはまる。このこ

とは、3年後や 5年後といった中長期のインフレ予想は、このネットワークからみた外生

要因によって変動しやすいことを示唆している。宇野 ·永沼 ·原 [1]は、本稿と同じデータ

を用いて、予想の年限が長いほど予想改定頻度が高いことを報告している。ここでの結果

とあわせて考えると、3年後や 5年後といった中長期のインフレ予想のより頻繁な改定は、

各企業にとって外生的なマクロ変数によって生じていた可能性が高い。

第三に、企業のインフレ予想に対して直接的な影響を与える変数は、「物価全般」予想

では、「資金繰り」「仕入価格 (最近)」「販売価格 (最近)」、「自社の販売価格」予想では、

「販売価格 (先行き)」「企業規模」である (表 1)20。「物価全般」予想が仕入価格や販売価

格の実績に影響を受けるという事実は、予想が適合的に形成されていることを示唆してい

る。特に、販売価格の実績は、「物価全般」の 5年後予想に影響を与えており、この点は、

西野ほか [4]の指摘とも整合的である。他方、「自社の販売価格」予想には、販売価格の実

績でなく先行きが影響を与えており、適合的な予想形成を示唆するような証拠は見当たら

ない21。

第四に、企業のインフレ予想から直接的な影響を受ける変数は、「物価全般」予想では、

「国内需給 (最近)」「雇用過不足 (最近)」、「自社の販売価格」予想では、「雇用過不足 (最

近、先行き)」である (表 1)。短観では、たとえば雇用過不足については、「適正」といっ

た選択肢を中心に、「過剰」と「不足」についての判断を三択で問う22。したがって、ある

時点での企業の雇用水準を所与とすると、インフレ予想が雇用過不足の判断に影響を与え

るということは、インフレ予想の水準によって、その企業が「適正」と考える雇用の水準

が変化することを示唆している23。

第五に、Spiegler [24]は、「合理的予想形成仮説」が成り立つことは、有向非循環グラ

フにコライダーが存在しないことと同値であることを示したが、図 4の結果から明らかな

ように、学習された有向非循環グラフには、複数のコライダーが存在している。このこと

20表 1の結果から、双方向の因果が検出されたものを除いている。
21ただし、Inamura et al. [14]は、「自社の販売価格」予想に販売価格の実績が影響を与えていると報告し

ており、ここでの結果とは必ずしも整合的でない。
22国内需給についても同様に、「ほぼ均衡」という選択肢を中心に、「需要超過」と「供給超過」について

の判断を三択で問うている。
23この結果は、興味深くはあるものの、解釈が困難である。今後の研究課題としたい。
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は、企業のインフレ予想の形成が合理的予想形成仮説と整合的でないことを示唆している。

5.3 主たる学習結果の金融政策に対する含意

5.1節のランダム ·フォレストと 5.2節のベイジアン ·ネットワークの学習結果のうち、

以下の四点は、金融政策に対して、とりわけ重要な含意を有している。

結果 1: 「物価全般」予想は、各企業に共通のマクロ変数と密接に関係している。

結果 2: 「物価全般」「自社の販売価格」いずれでみても、GDPギャップに関連するよう

な実物変数が予想形成に果たす役割の重要度は低い。

結果 3: マクロ変数と企業規模の重要度は、「物価全般」と「自社の販売価格」予想で異

なっている。

結果 4: 長期のインフレ予想は、各企業に固有のミクロ変数の影響を受けにくい。

結果 1の金融政策に対する含意は明快である。すなわち、金融政策がこのマクロ変数

に働きかけられるのであれば、金融政策は、「物価全般」予想にも働きかけられる可能性

がある。この点、宇野 ·永沼 ·原 [1]は、日本銀行が発行する「展望レポート」を用いた

自然実験により、中央銀行の情報発信が「物価全般」予想に影響を与えていると主張して

いる。

結果 2は、マクロのフィリップス曲線において、GDPギャップにかかる係数が小さい

ことと整合的である。また、本稿のデータでは検証が困難ながら、近年のフィリップス曲

線のフラット化を示唆している可能性もある。インフレ率を制御する役割を担う中央銀行

にとって、こうした事実は、きわめて重要な意味がある。

結果 3は、「物価全般」と「自社の販売価格」とでは、予想形成メカニズムが異なって

いることを示唆している。中央銀行がインフレーション ·ターゲッティング政策を採用す

る際、多くの場合、そのターゲットは、「物価全般」の先行きである。これを踏まえると、

「物価全般」と「自社の販売価格」の予想形成メカニズムの違いは、少なくとも中央銀行

にとっては重要な意味がある。もっとも、こうした違いが理論モデルにおいて明示的に扱

われることは、これまでのところ必ずしも多くない。今後の研究課題である。

結果 4も重要な含意を有している。宇野 ·永沼 ·原 [1]は、長期のインフレ予想の改定

頻度が短期より頻繁であることを報告しているが、ここでの結果とあわせて考えると、長

期のインフレ予想のより頻繁な改定は、各企業に共通したマクロ変数によって引き起こさ
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れていた可能性が高い。もっとも、現時点では、そのマクロ変数が何を指すのかについて、

はっきりしたことは何もいえない。この点も、今後の重要な研究課題である。

6 結論

本稿は、短観の個票データという大規模データを用いて、企業のインフレ予想形成行

動を「機械」に学習させることを試みた。主たる学習の結果は、次の四点である。第一に、

「物価全般」予想は、各企業に共通のマクロ変数と密接に関係している。第二に、「物価全

般」「自社の販売価格」いずれの予想でみても、GDPギャップに関連するような実物変数

の重要度は低い。第三に、「物価全般」と「自社の販売価格」とでは、予想形成メカニズ

ムが異なっている。第四に、長期のインフレ予想は、各企業に固有のミクロ変数の影響を

受けにくい。

ただし、これらの結果の背後にあるメカニズムについて、「機械」は、何も示唆しない。

こうした事実を説明できるような企業の行動原理を明らかにすることは、今後、経済学が

果たすべき重要な役割である。

以　上
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A Rのコード

上段がランダム ·フォレストの変数重要度、下段がPCアルゴリズムによるベイジアン

·ネットワークの学習に用いたRのコードである。� �
library(randomForestSRC)

library(ggRandomForests)

NumTree < − 1000

res rfsrc < − rfsrc(

ie1 ∼ time+ var1+ var2+ var3+ var4+ var5+ var6+ var7+ var8+ var9+ var10

, data = data,

ntree = NumTree,

mtry = floor(sqrt(11)),

na.action = “na.impute′′,

importance = “permute′′)

res vimp < − gg vimp(res rfsrc)

plot(res vimp)� �� �
library(huge)

library(pcalg)

cov < − cov(huge.npn(data))

suffStat < − list(C = cov2cor(cov), n = N)

V = rownames(cov)

FixEdge < − matrix(rep(FALSE, length(V)ˆ2), nrow = length(V))

pc.fit < − pc(suffStat, indepTest = gaussCItest, labels = V,

skel.method = “stable′′,

alpha = 0.05,

solve.confl = TRUE, conservative = TRUE,

res fixedEdges = FixEdge)� �
以　上



（表 1） 

インフレ予想と直接的に結びついている変数 

 

 

 
  

＜原因＞ ＜結果＞

物価全般

1年後予想 国内需給(最近)、雇用過不足(最近)、「自社販売価格」1年後、同3年後

3年後予想 「物価全般」1年後、同5年後、「自社販売価格」3年後

5年後予想 業況(先行き)、「物価全般」3年後、「自社販売価格」1年後、同5年後

自社の販売価格

1年後予想 雇用過不足(最近、先行き）、資金繰り、「物価全般」1年後、同5年後

3年後予想 販売価格(先行き)、「物価全般」1年後、同3年後、「自社販売価格」1年後

5年後予想 「物価全般」1年後、同5年後、「自社販売価格」1年後、同3年後

＜結果＞ ＜原因＞

物価全般

1年後予想 資金繰り、仕入価格(最近)、「物価全般」3年後、「自社販売価格」1年後、同3年後、同5年後

3年後予想 「物価全般」5年後、「自社販売価格」3年後

5年後予想 業況(先行き)、販売価格(最近)、「物価全般」3年後、「自社販売価格」1年後、同5年後

自社の販売価格

1年後予想 資金繰り、販売価格(先行き)、「物価全般」1年後、同5年後、「自社販売価格」3年後、同5年後

3年後予想 企業規模、販売価格(先行き)、「物価全般」1年後、同3年後、「自社販売価格」5年後

5年後予想 「物価全般」5年後



（図 1） 

有向非循環グラフの例 
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（図 2） 

ランダム・フォレストの変数重要度：物価全般 

（1年後予想）      （3 年後予想）       （5 年後予想） 

0 0.2 0.4 0.6

物価全般3

自社販売価格1

時間

原油価格

企業規模

仕入価格(先)

業況(今)

ＧＤＰギャップ

販売価格(先)

仕入価格(今)

業況(先)

国内需給(先)

資金繰り

雇用過不足(先)

雇用過不足(今)

国内需給(今)

販売価格(今)

物価全般5

ＣＰＩコア

自社販売価格3

設備過不足(先)

貸出態度

自社販売価格5

借入金利(今)

借入金利(先)

在庫

海外需給(今)

海外需給(先)

設備過不足(今)

流通在庫

0 0.4 0.8 1.2

物価全般1

物価全般5

自社販売価格3

自社販売価格1

企業規模

時間

原油価格

ＧＤＰギャップ

業況(今)

業況(先)

雇用過不足(先)

販売価格(先)

雇用過不足(今)

資金繰り

ＣＰＩコア

仕入価格(先)

国内需給(今)

国内需給(先)

販売価格(今)

仕入価格(今)

設備過不足(先)

自社販売価格5

貸出態度

借入金利(今)

借入金利(先)

在庫

海外需給(今)

設備過不足(今)

海外需給(先)

流通在庫

0 0.5 1 1.5 2 2.5

物価全般3

物価全般1

自社販売価格5

自社販売価格3

時間

企業規模

原油価格

自社販売価格1

ＧＤＰギャップ

雇用過不足(先)

販売価格(先)

業況(今)

業況(先)

仕入価格(先)

ＣＰＩコア

雇用過不足(今)

国内需給(先)

国内需給(今)

資金繰り

販売価格(今)

仕入価格(今)

設備過不足(先)

貸出態度

借入金利(今)

借入金利(先)

在庫

海外需給(今)

海外需給(先)

設備過不足(今)

流通在庫



（図 3） 

ランダム・フォレストの変数重要度：自社の販売価格 

（1年後予想）      （3 年後予想）       （5 年後予想） 
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（図 4） 

ベイジアン・ネットワークの学習結果 

 

 

 

 


